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Resumo: As técnicas computacionais inteligentes vem se consolidando como uma ferramenta muito útil na solução de problemas reais do nosso dia-a-dia. Entre estas técnicas inteligentes se incluem os algoritmos genéticos, a lógica nebulosa, os sistemas especialistas e as redes neurais artificiais. Cada uma destas teorias tem inspiração em aspectos importantes da natureza, sendo portanto, nomeada como inteligência artificial. As redes neurais artificiais (RNA), que são inspiradas no mecanismo dos neurônios biológicos, tem encontrado grande aplicação no setor elétrico. Sua capacidade de aprendizado e generalização impõe a ela uma grande área de abrangência. Uma delas, a previsão de consumo de carga elétrica baseado em dados históricos, será o objetivo deste trabalho.

PALAVRAS-CHAVE: 

Previsão de consumo. Redes Neurais Artificiais.

1.0 - INTRODUÇÃO
Previsão de consumo de carga pode ser aplicada em dois tipos básicos que são: previsão a curto prazo e a longo prazo. O tipo de previsão depende fudamentalmente do tratamento que se aplica aos dados históricos, em especial a diferença de tempo entre estes dados, que podem ser minutos, horas, dias, meses, ano, etc. Previsão com alcance de minutos, horas ou até mesmo dias, são considerados de curto prazo. O objetivo deste tipo de previsão é indicar ao centro de controle de energia elétrica, que em geral é representado pelo operador, se o sistema sustentará um possível aumento de carga e quais serão as consequências. Este fato possibilita um redespacho de energia elétrica para áreas requeridas, previnindo ocorrências mais graves ao abastecimento de energia elétrica.  

No caso de previsão a longo prazo, observa-se um tendência sazonal da curva de carga, em que a estação do ano em muito influencia. O objetivo deste tipo de previsão é um planejamento eficaz direcionado à investimentos em infraestruturas ligadas ao sistema de energia elétrica, possibilitando uma ampliação do mesmo.

Baseado nos dados históricos disponibilizados que tem unidade de intervalo de tempo mês, será aplicado a previsão mensal, ou seja, uma previsão a longo prazo. A previsão chamada de multi-step será feita a doze meses a frente baseado no resultado obtido na previsão do mês anterior, tendo como base de dados um histórico de 3 anos antecedentes ou 36 amostras..

O trabalho é sub-dividido em seções, onde seção 2 se faz um breve histórico sobre o surgimento e evolução da teoria de redes neurais artificiais, na seção 3 os fundamentos básicos da teoria são discutidos e na seção 4 os aspectos e os conceitos que envolvem a aplicação da técnica na previsão de carga são demonstrados. Após este processo introdutório a seção 5 realiza a aplicação e expõe os resultados obtidos. Em seguida, a seção 6 apresenta a conclusão e as propostas futuras a este trabalho.

2.0 - HISTÓRICO

A área de Redes Neurais Artificiais (RNA) teve seu início na década de 40, através do 1( modelo computacional para o neurônio artificial proposto por McCulloch e Pitts em 1943. Em um primeiro instante este modelo era incapaz de executar uma das principais tarefas que hoje se espera dele, o aprendizado. O modelo proposto por Donald Hebb (1949), que recebeu o nome de Regra de Hebb (Hebbian Learning Rule), minimizava este problema, sendo que as conexões entre os neurônios eram automaticamente adaptáveis.


Durante a década de 50, Frank Rosemblatt, outro importante nome na evolução da teoria, inventou o modelo neural Perceptron (1958). Era uma máquina capaz de treinar através do aprendizado e posteriormente classificar certos padrões por meio de modificações das conexões. Esta foi a primeira vez em que se observou uma arquitetura neural completa, com todos os seus elementos necessários.


Embora houvessem trabalhos interessantes surgidos na década de 60, a publicação do livro de Marvin Minsky e Seymour Papert (1969), em que eles provam matematicamente que, as redes do tipo Perceptron são incapazes de solucionar certos tipos de problemas, como o ou-exclusivo, impuseram uma estagnação nas pesquisas. 


Somente no ínicio dos anos 80, com o surgimento de novos modelos, o estudo sobre RNA estabeleceu-se como uma promissora área de pesquisa. A publicação do artigo escrito por David Rumelhard, em 1986 [2], entitulado como: “processamento paralelo distribuído”, promoveu uma nova revolução na teoria de RNA. Se atribuiu a este novo modelo o nome de algoritmo de Retropropagação (Back-Propagation), sendo até hoje o algoritmo mais utilizado em todo mundo. 

3.0 - FUNDAMENTOS BÁSICOS
Por definição, RNA são sistemas inspirados nos neurônios biológicos e na estrutura massivamente paralela do cérebro, com capacidade de adquirir, armazenar e utilizar o conhecimento experimental. Assim, elas devem exibir características básicas similares ao comportamento humano, tais como: Aprendizado: a rede aprende por experiência, através de treinamento baseado na apresentação de exemplos; Associação: a rede é capaz de fazer associações entre padrões diferentes; Generalização: ela é capaz de generalizar por exemplos anteriores, ou seja, responder corretamente a uma entrada nunca vista antes por similaridade aos padrões já apresentados.

O aprendizado ou treinamento é baseado na apresentação de exemplos, e se configura como uma etapa fundamental tanto ao processo humano como computacional. Este treinamento tem como finalidade efetuar os ajustes necessários nos parâmentros da rede neural, representados pelos pesos sinápticos. O objetivo desta etapa é capacitar a RNA de associar um dado de entrada com um grau de semelhança aos exemplos já apresentados. Entre os algoritmos que estabelecem como e quando as conexões devem ser atualizadas, o back-propagation é o mais difundido e será o algoritmo utilizado neste trabalho.


A teoria de RNA pode ser dividida em três tópicos básicos: Elemento Processador (EP): Elemento básico, inspirado no neurônio biológico (fig. 1); Topologia: modo de conexão entre os diversos elementos processadores (EPs) que formam a RNA; e Aprendizado: processo pelo qual a RNA aprende, por meio da apresentação  dos padrões desejados. Cada um destes tópicos apresenta suas pecularidades que são as seguintes:


Elemento Processador: é um modelo simplificado do neurônio biológico e é contituído de três partes fundamentais: pesos sinápticos, que ponderam os valores das entradas  do neurônio, regra de propagação, que define como as entradas serão combinadas no neurônio, em geral é um somatório ponderado e a função de ativação, que determina o efeito que o resultado da regra de propagação terá sobre o nível de ativação do neurônio. Um modelo é mostrado na figura 1.
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onde: 
S1,S2,…Si… Valores de Entrada


W1j, W2j… Wij

Sj.. neurônio de saída

Figura 1 – Elemento Processador 


Topologia: o encadeamento de vários destes neurônios formando o que se chama de camadas, é denominado de topologia da RNA. Em geral, ela possui três ou mais camadas de elementos precessadores, sendo que a primeira recebe o nome de camada de entrada, a última recebe o nome de camada de saída e a(s) camada(s) intermediária(s) de camada(s) escondida(s). Como exemplo imagine uma RNA com a seguinte topologia (2-4-4-1). Isto implica que ela possui a camada de entrada com 2 elementos processadores, duas camadas escondidas, cada qual com 4 elementos processadores e a camada de saída, com apenas 1 elemento processador. O fluxo dos dados é, conforme o algoritmo back-propagation, em dois sentidos, para frente e para trás.
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Figura 2 – Rede Neural com duas Camadas Escondidas (2-4-4-1)


Aprendizado: a forma com o qual os pesos das conexões são ajustados recebe o nome de aprendizado. Existem três tipos de treinamento: o sem treinamento, onde os pesos são ajustados em um único passo, o treinamento supervisionado, onde a RNA é alimentada por dados de entrada e seus respectivos valores de saída  e as redes sem-supervisionamento, que não requer valores de saída, onde a RNA agrupa os valores de maior semelhança.


No trabalho apresentado foi empregado o algoritmo de treinamento supervisionado com duas topologias. A primeira com duas camadas escondidas e a segunda com uma única camada escondida, possibilitando assim, a comparação das perfomances.

4.0 - PREVISÃO DE CONSUMO DE ENERGIA ELÉTRICA


Em virtude dos níveis de crescimento de consumo de carga elétrica na País e a visível falta de investimento no setor de geração, a área de planejamento tem alcançado lugar de destaque no setor elétrico. Um dos mecanismos de planejamento aplicados na minimização deste problema é a previsão de consumo de carga elétrica, viabilizando algumas medidas básicas tais como: Replanejamento da manutenção de unidades geradoras; Coordenação entre geração hidrelétrica ou térmica; Confiabilidade no despacho econômico; Análise de confiabilidade dinâmica.


Logo, a possibilidade de previsão de consumo de carga assegura uma operação segura, além do que possibilita um planejamento da expansão do sistema de energia. Por outro lado, prever os níveis de consumo de energia elétrica é extremamente difícil. Esta dificuldade se baseia principalmente nas muitas variáveis envolvidas, entre elas curva de consumo de carga elétrica nos períodos antecedentes à previsão, temperatura ambiente, dia da semana, hora do dia, estação do ano, entre outras. 

Dois modelos estatísticos de previsão são habitualmente utilizados: séries temporais e modelos de regressão. O primeiro tipo é baseado em dados históricos de uma variável, onde o princípio deste modelo é reconhecer um padrão na série histórica de dados e extrapolá-lo para o futuro, pelo método proposto por Box-Jenkins [3]. Modelos de regressão consideram que a variável a ser prevista tem um relacionamento causa e efeito com uma ou mais variáveis independentes. Seu princípio é descobrir esta forma de relacionamento ou correlação e usá-la na previsão da variável dependente, como exemplo citamos a regressão múltipla.


Através dos anos de atividades, as RNA tem provado serem capazes de identificar interdependências entre os dados. Em particular, elas tem o potencial de representar comportamentos não-lineares entre variáveis como por exemplo, valores de consumo de carga e informação de tempo. Esta característica, aliada com a simplicidade de contrução e treinamento das RNA, reforçam a pesquisa e aplicação destas redes em previsão de consumo de carga elétrica.

5.0 - AMBIENTE COMPUTACIONAL

O algoritmo, ainda em desenvolvimento, foi primeiramente testado em Matlab. Com os resultados adquiridos de uma maneira rápida e eficaz, ele foi transposto para uma linguagem comercial, a C++. Desta forma, O programa conta agora com uma interface amigável e totalmente ao alcance das pessoas interessadas no assunto. A interface principal do programa pode ser vista na Figura 3.
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Figura 3 - Tela Inicial do Ambiente de Previsão de Consumo de Darga Elétrica


Neste bloco, podem ser escolhidos o tipo de previsão a ser realizado, anual, mensal, diária ou horário. A definição do tipo de previsão, deve estar de acordo com o banco de dados existente, ou seja, a base de tempo adotada na obtenção dos dados.


Após esta definição, uma nova tela é aberta de modo que os parâmetros de treinamento da rede neural sejam definidos, entre eles, taxa de aprendizado, número de camadas escondidas e número de épocas.


Nesta tela existem duas possibilidades, uma de treino e outra de teste, que podem ser observadas no menu ferramentas. Após o treino, a etapa de teste vem a seguir, e a resposta deste processo pode ser observada na Figura 4.


Na etapa treinamento duas caixas dividem o mecanismo: Dados da Amostra e Dados de Entrada. Os dados da amostra se relacionam com os dados reais, ou seja, já existentes em seu banco de dados, não cabendo porém a alteração dos campos nele existentes. Na caixa de Dados de Entrada, são valores que podem ser alterados pelo usuário, visto que elas se referem a carcaterísticas construtivas das redes neurais, que podem variar de acordo com as exigências do usuário. O erro encontrado, apresentado como Erro Médio Quadrático (RMS), é o que determina o fim do proceso de treinamento da rede neural, desta forma quando este erro for inferior ao erro estipulado pelo usuário no campo Erro Máximo Admitido, a rede é interrompida. A partir desta interrupção, afirma-se que a rede está treinada e, portanto, pronta para ser testada.


A etapa de teste, representada com o nome Previsão de Consumo de Carga Elétrica, é composta de duas caixas: Arquivo Classificado e Resultado. O arquivo clssificado é aquele que contém os dados que serão utilizados para a previsão, isto é, ainda não foram apresentados à rede neural. A partir destes dados, a rede já treinada e com os seus devidos pesos sinápticos é capaz de prever qual seria o consumo de um determinado tempo. Neste exemplo 12 meses são utilizados para a previsão, previsão esta que deve conter em erro de aproximadamente igual a 0,1%, visto que a tolerância no treinamento foi de 0,001, conforme Figura 4.
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Figura 4 - Ambiente Computacional de Previsão


Em suma, os software está em fase bastante avançada, apresentando resultados bastante satisfatórios, carecendo, porém de mais testes e ajustes em seu formato de apresentação. .

6.0 - APLICAÇÃO DE REDES NEURAIS NA PREVISÃO DE CARGA


Como já foi salientado, o algoritmo de treinamento supervisionado back-propagation [1,3] foi empregado. Sua funcionalidade está baseada no ajuste dos pesos sinápticos a partir do erro encontrado entre a saída desejada e o valor determinado pelo processamento da rede neural. O algoritmo tenta através do método gradiente descendente minimizar este erro, ou seja, é um processo iterativo que visa atingir um alvo estipulado.


Os processos aplicados às RNA são dois: treinamento e testes. No primeiro o objetivo é a minimização do erro através dos ajustes dos pesos sinápticos que interligam os elementos processadores. A segunda etapa visa, a partir da rede treinada e modelada, avaliar a perfomance desta através da apresentação de valores de entrada nunca analisados pela rede, é que se chama de generalização. Quanto melhor a generalização, mais eficiente é a rede neural.


Existe um compromisso entre o tempo de processamento e a performance da rede. Em geral, este fato está vinculado ao número de camadas escondidas adotado e a quantidade de elementos processadores em cada uma delas. Neste trabalho foram utilizados duas topologias que possibilitam visualizar este compromisso.


Trabalharar-se-á numa série histórica real mensal de consumo de carga elétrica do período compreendido entre 1982 e 1999. No entanto, observou-se através de testes que 3 anos de dados, ou seja, 36 amostras, eram necessárias para uma boa generalização da rede. Busca-se neste trabalho uma previsão com um ano de horizonte, que no caso de dados mensais representam 12 passos à frente. Sendo assim, a metodologia empregada é conhecida como multi-step, pois a partir de um dado previsto se realiza o processo de determinação do dado seguinte.


A topologia da rede neural foi considerada tomando como base o relacionamento entre o consumo de carga dos meses anteriores, no caso doze meses anteriores, com o mês a ser previsto. Aplicou-se duas topologias distintas, dando margem a comparação de performance. A primeira topologia é defenida com duas camadas escondidas (12-15-10-1) e a segunda rede apresenta somente uma camada escondida (12-25-1). Os resultados obtidos na previsão são demonstrados através da tabela 1. Nesta tabela estão indicados os valores reais de consumo de carga elétrica no mês correspondente e seus respectivos valores previstos pela rede implementada. Ambas apresentam um erro médio considerado baixo em termos de previsão de carga, e os resultados são apresentados na tabela 1.

Tabela 1 – Resultado da Previsão

Real
RNA - 1
RNA -2

0.9921
0.9665
0.9853

1.0000
0.9752
0.9920

0.9720
0.9772
0.9694

0.9141
0.9284
0.9109

0.8589
0.8673
0.8674

0.8563
0.8725
0.8596

0.8712
0.8871
0.8681

0.8528
0.8618
0.8613

0.8904
0.8742
0.8773

0.8642
0.8541
0.8637

0.8817
0.9113
0.8705

0.9308
0.9066
0.9369





ErroMed.
0.0166
0.0062


O A erro máximo admitido no treinamento foi de 0.0001 e uma taxa de aprendizado de 0.1. Ambas as redes leveram em torno de 20 minutos para serem treinadas. Os resultados destas previsões podem ser observados graficamente na Figura 5 em anexo.

7.0 - CONCLUSÕES


Os resultados obtidos neste trabalho apesar de serem preliminares ao que o projeto se propõe, é de fundamental importância. Eles comfirmam a aplicabilidade das RNA na previsão de carga a longo prazo. É importante lembrar que a previsão a curto prazo, que representa o espaço de minutos à alguns dias a frente também pode ser aplicada com esta tecnologia.


A não-linearidade dos dados comprova uma das habilidades fundamentais ao progresso desta técnica, a generalização. O algoritmo de aprendizado back-propagation foi utilizado para ajustar os pesos sinápticos, apresentando boa performance, conforme os resultados obtidos.


Os modelos propostos são testados usando dados de consumo de carga mensais históricos. O erro médio de previsão foi algo em torno de 1.7% na rede no1 e 0.7% na rede no2, e isto demonstra a potencialidade desta técnica para previsão de carga. Outro fato importante pode ser discutido é com relação ao tempo de processamento, que implica basicamente na topologia da rede e a performance alcançada. Ambas apresentaram o mesmo tempo de processamento (~20 min), mas com performances diferentes. O primeiro modelo (12-15-10-1), apresentou um erro médio de 1,7% e o segundo modelo (12-25-1), apresentou um erro médio de 0.66%. O que nos leva a concluir que a topologia da rede muitas vezes é determinada sem uma regra básica, sendo determinada muitas vezes pelo processo de tentativa e erro e também em consideração a experiência do especialista. 
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Figura 5 – Curvas Características da Previsão de Consumo de Carga Elétrica num Horizonte de 12 Meses
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